Лабораторная работа 12
Анализ применения GAN в задачах мультимодальной генерации данных
В ходе лабораторной работы необходимо изучить архитектуру GAN и принципы состязательного обучения генератора и дискриминатора. Также необходимо проанализировать, каким образом GAN применяются в мультимодальных задачах, где модель работает одновременно с несколькими типами данных, например изображением и текстом, изображением и аудио, изображением и атрибутами объекта. Практическая часть работы заключается в создании условной модели генерации на Keras, где генератор принимает на вход латентный вектор и условие, а дискриминатор определяет, является ли изображение реальным и соответствует ли оно заданному условию.
1. Теоретические сведения
1.1. Что такое GAN
GAN (Generative Adversarial Network) — это архитектура глубокого обучения, состоящая из двух нейронных сетей: генератора и дискриминатора. Генератор пытается создать данные, похожие на реальные, а дискриминатор старается отличить реальные данные от сгенерированных. Обе сети обучаются одновременно в условиях состязания.
Генератор получает на вход случайный шумовой вектор и формирует новый объект, например изображение. Дискриминатор получает либо реальный пример из обучающего набора, либо сгенерированный объект, после чего определяет вероятность того, что он является настоящим. По мере обучения генератор начинает создавать всё более правдоподобные образцы, а дискриминатор становится всё более точным в их распознавании.
1.2. GAN в мультимодальной генерации
Мультимодальная генерация предполагает использование нескольких типов информации одновременно. В таких задачах GAN может использоваться для генерации данных одной модальности по условиям другой модальности. Например, модель может генерировать изображение по текстовому описанию, синтезировать лицо по голосу, создавать аудио по видео или формировать медицинское изображение на основе текстового диагноза.
В мультимодальных GAN одна модальность часто выступает как условие, а вторая — как результат генерации. Такие модели позволяют учитывать взаимосвязь между различными представлениями информации. Наиболее распространённой разновидностью для таких задач является conditional GAN (cGAN), в которой и генератор, и дискриминатор получают дополнительную условную информацию.
1.3. Преимущества GAN в мультимодальных задачах
Применение GAN в мультимодальной генерации имеет ряд достоинств. Во-первых, такие модели способны создавать реалистичные данные с учётом внешнего условия. Во-вторых, они хорошо подходят для задач синтеза, восстановления, перевода между модальностями и дополнения неполных данных. В-третьих, GAN позволяют изучать скрытые зависимости между разными типами входной информации.
1.4. Ограничения
Несмотря на высокую эффективность, GAN обладают рядом недостатков. Их обучение часто бывает нестабильным. Возможна проблема mode collapse, при которой генератор начинает выдавать однотипные образцы. Для мультимодальных задач также возникает сложность согласования разных типов данных, так как текст, изображение и звук имеют разную структуру и размерность. Кроме того, для качественной мультимодальной генерации обычно требуются большие размеченные наборы данных.
2. Анализ применения GAN в мультимодальной генерации данных
GAN активно применяются в следующих направлениях:
Генерация изображения по тексту
Это одна из самых известных мультимодальных задач. Модель получает текстовое описание объекта и синтезирует изображение, соответствующее этому описанию. Примером являются архитектуры StackGAN, AttnGAN и другие text-to-image модели. Они используются в дизайне, игровой индустрии, рекламе и создании цифрового контента.
Преобразование изображения в изображение
Хотя обе модальности здесь визуальные, они могут отличаться по смысловому представлению. Например, возможна генерация спутникового снимка по карте, создание фотографии по эскизу, перевод дневного изображения в ночное. Такие задачи часто решаются с помощью Pix2Pix и CycleGAN.
Генерация аудио по тексту или изображению
GAN также применяются для синтеза речи, музыки и звуковых эффектов. В мультимодальном варианте входом может выступать текст или видео, а выходом — звуковая последовательность.
Медицинские и биометрические данные
В медицине GAN используются для генерации или восстановления изображений на основе клинических описаний, а также для дополнения малых датасетов. В биометрии возможна генерация лица по голосу или создание отпечатков, соответствующих определённым признакам.
Генерация синтетических обучающих данных
Мультимодальные GAN позволяют формировать синтетические пары данных, например «текст + изображение», «сигнал + диагноз», «изображение + атрибуты». Это особенно важно в тех областях, где сбор реальных данных дорог или ограничен.
3. Постановка практической задачи
В рамках данной лабораторной работы реализуется упрощённая мультимодальная GAN. Поскольку полноценная генерация изображений по естественному языку требует большого корпуса данных и сложной архитектуры, в учебных целях вторая модальность будет представлена текстовым классом, закодированным в виде embedding-вектора.
В качестве датасета используется Fashion-MNIST. Каждое изображение имеет метку класса, например T-shirt, Trouser, Dress, Bag. Мы будем считать, что эта метка представляет текстовое описание объекта. Генератор будет получать:
· случайный шум; 
· условие класса. 
На выходе генератор формирует изображение одежды, соответствующее заданному классу. Дискриминатор получает изображение и тот же класс, после чего определяет, является ли изображение реальным или сгенерированным.
Таким образом, реализуется упрощённый пример мультимодальной генерации:
модальность 1 – случайный латентный шум,
модальность 2 – текстовое условие класса,
результат – сгенерированное изображение.

Программная реализация на Keras
Импорт библиотек
import numpy as np
import matplotlib.pyplot as plt
import tensorflow as tf
from tensorflow.keras import layers, Model
from tensorflow.keras.datasets import fashion_mnist

Загрузка и подготовка данных
# Загрузка датасета Fashion-MNIST
(x_train, y_train), (_, _) = fashion_mnist.load_data()

# Нормализация в диапазон [-1, 1]
x_train = (x_train.astype("float32") - 127.5) / 127.5
x_train = np.expand_dims(x_train, axis=-1)  # (N, 28, 28, 1)

num_classes = 10
latent_dim = 100
embedding_dim = 50
batch_size = 128
epochs = 50

class_names = [
    "T-shirt/top", "Trouser", "Pullover", "Dress", "Coat",
    "Sandal", "Shirt", "Sneaker", "Bag", "Ankle boot"
]

dataset = tf.data.Dataset.from_tensor_slices((x_train, y_train))
dataset = dataset.shuffle(buffer_size=60000).batch(batch_size, drop_remainder=True)

Построение генератора

Генератор получает шумовой вектор и метку класса. Метка класса преобразуется в плотное векторное представление через слой Embedding, после чего объединяется с шумом.

def build_generator(latent_dim, num_classes, embedding_dim):
    noise_input = layers.Input(shape=(latent_dim,), name="noise_input")
    label_input = layers.Input(shape=(1,), dtype="int32", name="label_input")

    label_embedding = layers.Embedding(num_classes, embedding_dim)(label_input)
    label_embedding = layers.Flatten()(label_embedding)

    x = layers.Concatenate()([noise_input, label_embedding])

    x = layers.Dense(7 * 7 * 128)(x)
    x = layers.LeakyReLU(0.2)(x)
    x = layers.Reshape((7, 7, 128))(x)

    x = layers.Conv2DTranspose(128, kernel_size=4, strides=2, padding="same")(x)
    x = layers.LeakyReLU(0.2)(x)

    x = layers.Conv2DTranspose(64, kernel_size=4, strides=2, padding="same")(x)
    x = layers.LeakyReLU(0.2)(x)

    output = layers.Conv2D(1, kernel_size=7, activation="tanh", padding="same")(x)

    return Model([noise_input, label_input], output, name="Generator")

Построение дискриминатора
Дискриминатор получает изображение и класс. Класс преобразуется в карту признаков и объединяется с изображением по каналам.
def build_discriminator(num_classes, embedding_dim):
    image_input = layers.Input(shape=(28, 28, 1), name="image_input")
    label_input = layers.Input(shape=(1,), dtype="int32", name="label_input")

    label_embedding = layers.Embedding(num_classes, 28 * 28)(label_input)
    label_embedding = layers.Flatten()(label_embedding)
    label_embedding = layers.Reshape((28, 28, 1))(label_embedding)

    x = layers.Concatenate(axis=-1)([image_input, label_embedding])

    x = layers.Conv2D(64, kernel_size=4, strides=2, padding="same")(x)
    x = layers.LeakyReLU(0.2)(x)
    x = layers.Dropout(0.3)(x)

    x = layers.Conv2D(128, kernel_size=4, strides=2, padding="same")(x)
    x = layers.LeakyReLU(0.2)(x)
    x = layers.Dropout(0.3)(x)

    x = layers.Flatten()(x)
    output = layers.Dense(1, activation="sigmoid")(x)

    return Model([image_input, label_input], output, name="Discriminator")

Инициализация моделей
generator = build_generator(latent_dim, num_classes, embedding_dim)
discriminator = build_discriminator(num_classes, embedding_dim)
discriminator.compile(
    optimizer=tf.keras.optimizers.Adam(learning_rate=0.0002, beta_1=0.5),
    loss="binary_crossentropy",
    metrics=["accuracy"]
)
# Создание объединённой GAN-модели
discriminator.trainable = False

noise = layers.Input(shape=(latent_dim,))
label = layers.Input(shape=(1,), dtype="int32")

generated_image = generator([noise, label])
gan_output = discriminator([generated_image, label])

gan = Model([noise, label], gan_output, name="cGAN")
gan.compile(
    optimizer=tf.keras.optimizers.Adam(learning_rate=0.0002, beta_1=0.5),
    loss="binary_crossentropy"
)
Цикл обучения

d_losses = []
g_losses = []

for epoch in range(epochs):
    epoch_d_loss = []
    epoch_g_loss = []

    for real_images, real_labels in dataset:
        batch_size_current = real_images.shape[0]

        # -------------------------
        # 1. Обучение дискриминатора
        # -------------------------
        noise = np.random.normal(0, 1, (batch_size_current, latent_dim))
        fake_labels = np.random.randint(0, num_classes, batch_size_current).reshape(-1, 1)

        generated_images = generator.predict([noise, fake_labels], verbose=0)

        real_targets = np.ones((batch_size_current, 1))
        fake_targets = np.zeros((batch_size_current, 1))

        discriminator.trainable = True

        d_loss_real = discriminator.train_on_batch([real_images, tf.expand_dims(real_labels, 1)], real_targets)
        d_loss_fake = discriminator.train_on_batch([generated_images, fake_labels], fake_targets)

        d_loss = 0.5 * np.add(d_loss_real, d_loss_fake)

        # -------------------------
        # 2. Обучение генератора
        # -------------------------
        noise = np.random.normal(0, 1, (batch_size_current, latent_dim))
        sampled_labels = np.random.randint(0, num_classes, batch_size_current).reshape(-1, 1)

        misleading_targets = np.ones((batch_size_current, 1))

        discriminator.trainable = False
        g_loss = gan.train_on_batch([noise, sampled_labels], misleading_targets)

        epoch_d_loss.append(d_loss[0])
        epoch_g_loss.append(g_loss)

    d_losses.append(np.mean(epoch_d_loss))
    g_losses.append(np.mean(epoch_g_loss))

    print(f"Epoch {epoch+1}/{epochs} | D loss: {d_losses[-1]:.4f} | G loss: {g_losses[-1]:.4f}")

    if (epoch + 1) % 10 == 0:
        generate_and_plot_images(generator, epoch + 1, latent_dim, num_classes, examples_per_class=1)

График функции потерь

plt.figure(figsize=(10, 5))
plt.plot(d_losses, label="Discriminator loss")
plt.plot(g_losses, label="Generator loss")
plt.xlabel("Epoch")
plt.ylabel("Loss")
plt.title("Training losses")
plt.legend()
plt.grid(True)
plt.show()

В данной реализации используется условная GAN, которую можно рассматривать как упрощённую мультимодальную модель. Первая модальность представлена случайным шумом, описывающим скрытое распределение данных. Вторая модальность представлена текстовым условием класса, которое кодируется при помощи embedding-слоя. Генератор создаёт изображение с учётом обеих составляющих, а дискриминатор проверяет не только реалистичность изображения, но и его согласованность с условием.
Такой подход позволяет показать основную идею мультимодальной генерации: итоговый объект формируется не только из шума, но и на основе дополнительной информации другой природы. В реальных задачах вместо простой метки класса можно использовать текстовое описание, аудиопризнаки, сенсорные сигналы или табличные характеристики.

